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Infliacijos prognozavimas faktoriniais modeliais
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Santrauka. Šiame darbe pritaikyti didelės apimties faktoriniai modeliai Lietuvos vartotoj ↪u ir gamintoj ↪u
mėnesinei infliacijai prognozuoti. Ištirtas sudaryt ↪u faktorini ↪u modeli ↪u pranašumas, lyginti su atsitiktinio
klajojimo ir pirmos eilės autoregresijos modeliais. Tyrime naudojamos 147 mėnesinio dažnumo laiko
eilutės nuo 1996 m. iki 2007 m. Gauta, kad gamintoj ↪u infliacij ↪a Lietuvoje tiksliausiai prognozuoja faktori-
niai modeliai. Vartotoj ↪u infliacij ↪a – atsitiktinioklajojimo modelis, tačiau faktorinismodelis yra pranašesnis,
palyginti su pirmos eilės autoregresijos modeliu, atliekant trumpalaik ↪e prognoz ↪e. Ištyrus faktorinius mo-
delius, sudarytus pagal duomen ↪u grupes, gauta, kad vartotoj ↪u infliacij ↪a Lietuvoje geriausiai atspindi kain ↪u
duomenys, o modelio maksimaliam prognozės tikslumui gauti pakanka panaudoti vien ↪a faktori ↪u.

Raktiniai žodžiai: faktorinė analizė, infliacija, pagrindini ↪u komponenči ↪u metodas.

↪
Ivadas

Infliacija yra viena opiausi ↪u šiuolaikinės makroekonomikos problem ↪u, todėl kain ↪u
augimui analizuoti, modeliuoti ir prognozuoti pastaruoju metu visame pasaulyje
skiriama nemažai tyrim

↪
u, taikomi

↪
ivairūs ekonometrinės analizės metodai, ne išimtis

ir Lietuva. Infliacijos prognozei taikyti tiesinės regresijos modeliai ir
↪
iprastiniai laiko

eiluči
↪

u modeliai [11], o kiek vėliau ir pažangūs laiko eiluči
↪

u modeliai: vektorinės au-
toregresijos modelis, daugiamatis vektorinis paklaid

↪
u korekcijos modelis [5]. Tačiau

nuolatinis duomen
↪

u kiekio augimas leidžia pereiti ir prie modeli
↪

u, skirt
↪

u dideliam
duomen

↪
u kiekiui analizuoti, t. y. faktorinės analizės. Vakar

↪
u šalyse faktoriniai mo-

deliai infliacijai prognozuoti buvo pritaikyti gana plačiai ([1,4,6,9,10] ir kt.). Ryt ↪u Eu-
ropoje faktorinės analizės panaudojimas makroekonominiams rodikliams prognozuoti
pasiteisino ([2,3]), todėl tikėtina, kad ir Lietuvoje ši analizė bus rezultatyvi.

Darbe pritaikyti didelės apimties faktoriniai modeliai Lietuvos vartotoj
↪

u ir gamin-
toj

↪
u mėnesinei infliacijai prognozuoti. Faktoriniais modeliais apskaičiuotos progno-

zės lyginamos su atsitiktinio klajojimo ir pirmos eilės autoregresijos modeli
↪

u prog-
nozėmis.

1. Matematinis faktorinės analizės modelis

Tarkime, kad Xi – stebimo kintamojo reikšmi
↪

u vektorius, Fj – bendr
↪

uj
↪

u latentini
↪

u
faktori

↪
u vektorius, čia i = 1, . . . ,p ir j = 1, . . . , k, tada
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Xi =
k∑

j=1

λijFj + ei, (1)

čia daugikliai λij – faktori
↪

u svoriai, kuriuos galima apibrėžti kaip kovariacij
↪
a tarp Xi ir

Fj , o dėmuo ei – specifinis latentinis faktorius. Pritaikius faktorinės analizės metodus,
yra randami faktori

↪
u svoriai, bendrumai ir specifiškumai. Darbe faktoriams rasti nau-

dojamas pagrindini
↪

u komponenči
↪

u metodas. Pagrindini
↪

u komponenči
↪

u metodu ran-
dami (1) parametrai λ ir F , tokie, kad maksimizuot

↪
u pradini

↪
u kintam

↪
uj

↪
u X paaiškintos

variacijos dal
↪
i, juos pakeitus k faktoriais.

2. Tyrimo duomenys ir j ↪u tinkamumas faktorinei analizei

Darbe naudojamos 147 mėnesinio dažnumo laiko eilutės, kurios apima laikotarp
↪
i nuo

1996 m. sausio mėn. iki 2007 m. gruodžio mėn. Faktorinio modelio
↪
ivertinimui nau-

dojami duomenys iki 2004 m. gruodžio mėn., o infliacijos prognozė vertinama laiko-
tarpyje nuo 2005 m. sausio mėn. iki 2007 m. gruodžio mėn. Norint nustatyti skirting

↪
u

duomen ↪u ↪
itak ↪a infliacijai Lietuvoje prognozuoti, duomenys yra suskirstomi

↪
i keturias

duomen
↪

u grupes: realūs duomenys (71), finansiniai duomenys (22), kain
↪

u duomenys
(31) ir pasitikėjimo rodikliai (23). Šiam tyrimui buvo naudotos tik viešai skelbiamos
Statistikos departamento prie Lietuvos Respublikos vyriausybės, Lietuvos banko ir
Europos komisijos laiko eilutės 1. Lietuvos vartotoj ↪u mėnesinė infliacija apskaičiuota
naudojant suderint

↪
a vartotoj

↪
u kain

↪
u indeks

↪
a, o atitinkamai gamintoj

↪
u infliacijai nau-

dotas gamintoj
↪

u kain
↪

u indeksas.
Prieš taikant faktorin

↪
e analiz

↪
e, tikrinamas duomen

↪
u tinkamumas, taikant Kaizerio–

Mejerio–Olkino (KMO) mat
↪
a:

KMO =
∑∑

i �=j r2
ij∑∑

i �=j r2
ij + ∑∑

i �=j r̃2
ij

, (2)

čia rij – kintam
↪

uj
↪

u Xi ir Xj koreliacijos koeficientas; r̃ij – kintam
↪

uj
↪

u Xi ir Xj dalinės
koreliacijos koeficientas. Naudojant visus turimus duomenis, KMO147 = 0,027 ir
kadangi KMO147 < 0,6, tai faktorinė analizė nerezultatyvi, t. y. kintam

↪
uj

↪
u por

↪
u ko-

reliacija nėra paaiškinama kitais kintamaisiais. Todėl iš pradini ↪u kintam ↪uj ↪u s ↪arašo
pašalinsime nepriklausomus kintamuosius. Kiekvieno kintamojo tinkamumo matas
apskaičiuojamas pagal formul

↪
e:

MSAi =
∑

j �=i r
2
ij∑

j �=i r
2
ij + ∑

j �=i r̃
2
ij

. (3)

Šalinamas tas kintamasis, kurio tinkamumo matas MSA yra mažiausias ir KMO matas
perskaičiuojamas. Procedūra kartojama tol, kol KMO mato reikšmė viršys 0,6. Atlikus

1Dėl didelio duomen ↪u kiekio, laiko eiluči ↪u s ↪arašas nepridedamas, bet j
↪
i galima gauti tiesiogiai su-

sisiekus su autorėmis.
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duomen
↪

u tinkamumo faktorinei analizei test
↪

a, paaiškėjo, kad laiko eiluči
↪

u tinkam
↪

u
faktorinei analizei yra 90. Toliau tik šios laiko eilutės naudojamos faktorinio modelio
sudarymui.

Prieš atliekant faktorin
↪
e analiz

↪
e, duomenys buvo pakoreguoti pagal sezoniškum

↪
a,

naudojant Tramo/Seats [7], tada laiko eilutėms pritaikytas pirmos eilės diferencijavi-
mas ir standartizavimas, atimant laiko eilutės vidurk

↪
i ir padalinant iš dispersijos.

3. Prognozavimas taikant faktorin
↪
i model

↪
i

Darbe atliktas prognozavimas remiasi Stocko ir Watsono [8] pasiūlyta prognozavimo,
naudojant faktorinius modelius, schema. Infliacijos prognozavimas susideda iš dviej ↪u
etap

↪
u: pirmiausia pagrindini

↪
u komponenči

↪
u metodu yra išskiriami pagrindiniai fakto-

riai iš stebim
↪

u duomen
↪

u rinkinio X, tada šie faktoriai yra naudojami pasirinkto kin-
tamojo y prognozavimui. Taikomas h-žingsni ↪u ↪

i priek
↪
i prognozavimas, kai h – prog-

nozavimo horizontas. Prognozavimo uždavinys apibrėžiamas taip:

yt+h = αh + βhF̂t + εt+h. (4)

Lygties koeficientai α̂h ir β̂h ↪
ivertinami naudojant mažiausi ↪u kvadrat ↪u metod ↪a (MKM).

Prognozė yT +h|T yra apibrėžiama taip:

yT +h|T = α̂h + β̂hF̂T . (5)

Norint pagr
↪
isti modeli

↪
u pranašum

↪
a, darbe sudaryt

↪
u faktorini

↪
u modeli

↪
u prognozės

rezultatai yra lyginami su dviej ↪u modeli ↪u – atsitiktinio klajojimo ir pirmos eilės au-
toregresijos – prognozi

↪
u tikslumu. Atsitiktinio klajojimo modelis pasirenkamas, nes

tai vienas paprasčiausi
↪

u ir nereikalaujantis dideli
↪

u s
↪
anaud

↪
u prognozavimo modelis. In-

fliacijai prognozuoti dažnai naudojami autoregresijos modeliai, kurie yra gana tikslūs.
Tarkime, kad Yt – stacionarus kintamasis, tuomet atsitiktinio klajojimo procesas

apibrėžiamas taip:

yt = yt−1 + εt , (6)

čia Yt – kintamojo Y stebiniai laiko momentu t = 1, . . . ,T , o εt – baltasis triukšmas.
Tada stacionariam kintamajam Yt pirmos eilės autoregresinis procesas (žymimas

AR(1)) apibrėžiamas taip:

yt = α + φyt−1 + εt , (7)

kur α yra konstanta, φ – autoregresijos proceso parametras.
Prognozė, gauta naudojant faktorinius modelius, lyginama su prognozėmis, gau-

tomis naudojant atsitiktinio klajojimo model
↪
i (toliau – RW) ir pirmos eilės autoregre-

sijos model
↪
i. Kad būt

↪
u galima palyginti gautas prognozes, atliekamas prognozavimas

už imties rib
↪

u (angl. out of sample forecast). Modeli
↪

u palyginimui naudojamas prog-
nozavimo paklaidos matas RMSE (angl. Root Mean Squared Error):

RMSE =
√√√√ 1

T

T∑
t=1

(ŷt − yt)
2, (8)
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kur T – stebini
↪

u skaičius, ŷt – prognozuojama reikšmė, o yt – stebėta reikšmė, kai
t = 1, . . . ,T . Apskaičiavus kiekvieno modelio paklaidos mat

↪
a RMSE, skaičiuojami

faktorinio ir autoregresijos modeli
↪

u santykiniai paklaidos matai

RRMSEF = RMSEF

RMSERW

, RRMSEAR(1) = RMSEAR(1)

RMSERW

,

kur RRMSEF – faktorinio modelio santykinis paklaidos matas; RRMSEAR(1) –
autoregresijos modelio santykinis paklaidos matas; RMSEF – faktorinio mode-
lio paklaidos matas; RMSERW – atsitiktinio klajojimo modelio paklaidos matas;
RMSEAR(1) – autoregresijos modelio paklaidos matas. Apskaičiavus ir palyginus
sudaryt ↪u modeli ↪u santykinius paklaidos matus, galima daryti išvadas apie modeli ↪u
tinkamum

↪
a infliacijos prognozavimui, lyginant su atsitiktinio klajojimo metodu, t.y.

jeigu RRMSE yra mažesnis už vienet
↪

a, tai atitinkamo modelio prognozė yra tikslesnė
nei naivi atsitiktinio klajojimo prognozė.

1 ir 2 lentelėse pateikiame santykinius paklaidos matus vartotoj
↪

u ir gaminto-
j

↪
u infliacij

↪
u 12 mėn. prognozei. Matome, kad mėnesinei vartotoj

↪
u infliacijai prog-

nozuoti tinkamiausias yra atsitiktinio klajojimo modelis, tačiau faktorinis modelis yra
pranašesnis nei pirmos eilės autoregresinis modelis iki 8 mėn. Tiesa, atliekant prog-
nozavim ↪a su skirtingomis duomen ↪u grupėmis, buvo gautas tikslesnis faktorinio mo-
delio rezultatas vienam mėnesiui prognozuoti. Gamintoj ↪u kainoms prognozuoti fak-
toriniai modeliai yra tinkamiausi iš vis

↪
u nagrinėt

↪
u, kai naudojami vis

↪
u tip

↪
u duomenys.

4. Išvados ir pasiūlymai

Mažiausios paklaidos vartotoj ↪u infliacijai Lietuvoje prognozuoti gaunamos, naudo-
jant atsitiktinio klajojimo model

↪
i, tačiau faktoriniai modeliai yra pranašesni, paly-

ginti su pirmos eilės autoregresijos modeliu, atliekant trumpalaik
↪
e prognoz

↪
e (iki

1 lentelė. Vartotoj ↪u mėnesinės infliacijos trij ↪u faktori ↪u vis ↪u duomen ↪u (F3−B ), vieno faktoriaus kain ↪u
duomen ↪u (F1−K ) ir autoregresijos modeli ↪u santykiniai paklaidos matai

Modelis RRMSE kiekvienam žingsniui
↪
i preik

↪
i

1 2 3 4 5 6 7 8 9 10 11 12

F3−B 1,00 1,129 1,09 1,102 1,05 0,96 1,28 1,53 1,19 1,45 1,63 1,71
F1−K 0,97 1,13 1,16 1,18 1,13 1,12 1,37 1,48 1,42 1,46 1,52 1,78
AR(1) 1,41 1,41 1,41 1,41 1,41 1,41 1,41 1,41 1,41 1,41 1,41 1,41

2 lentelė. Gamintoj ↪u mėnesinės infliacijos penk ↪u faktori ↪u F5) ir autoregresijos modeli ↪u santykiniai
paklaidos matai

Modelis RRMSE kiekvienam žingsniui ↪i preik↪i

1 2 3 4 5 6 7 8 9 10 11 12

F5 0,77 0,95 0,92 0,90 0,99 0,98 0,97 0,97 1,06 1,01 0,99 0,96
AR(1) 1,18 1,18 1,18 1,18 1,18 1,18 1,18 1,18 1,18 1,18 1,18 1,18
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8 mėnesi
↪

u). Tiksliausios gamintoj
↪

u infliacijos prognozės Lietuvoje gaunamos naudo-
jant faktorinius modelius. Palyginus sudarytus faktorinius modelius pagal duomen

↪
u

grupes, galima teigti, kad vartotoj
↪

u mėnesin
↪
e infliacij

↪
a tiksliausiai prognozuoja fak-

torinis modelis, sudarytas tik iš kain
↪

u duomen
↪

u. Tuo tarpu gamintoj
↪

u mėnesinės in-
fliacijos prognozės tikslumui reikšmingos

↪
itakos duomen

↪
u tipas neturi. Sudarius fak-

torinius modelius Lietuvos vartotoj
↪

u ir gamintoj
↪

u mėnesinei infliacijai prognozuoti
iš vis

↪
u duomen

↪
u, paaiškėjo, kad mažiausios vartotoj

↪
u infliacijos prognozės paklaidos

gaunamos naudojant model
↪
i, sudaryt

↪
a iš trij

↪
u faktori

↪
u, o mažiausios gamintoj

↪
u infliaci-

jos paklaidos gaunamos naudojant model
↪
i, sudaryt

↪
a iš penki

↪
u faktori

↪
u. Pastebėsime,

kad darbe buvo prognozuojama bendra vartotoj
↪

u kain
↪

u infliacija, kuri apima ir ad-
ministracijos sprendimus, kaip kad reguliuojamos kainos ar akciz

↪
u kėlimas, kuriems

prognozavimo modelis yra nereikalingas. Todėl darb
↪
a galima būt

↪
u t

↪
esti pritaikant fak-

torinius modelius vartotoj
↪

u infliacijai be administruojam
↪

u kain
↪

u prognozuoti.
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SUMMARY

D. Šiurkutė, A. Jakaitienė. Forecasting inflation in short-term using factor models

In this paper we apply the factor models to produce short-term forecasts for Lithuanian consumer and
producer inflation. The factor models are compared with a random walk and the first order autoregres-
sion models. In this research work are used 147 time series publicly available at monthly frequency from
1996 until 2007. Research shows that, according Kaiser-Meyer-Olkin test, the most of these series (61
percent) are suitable for the factor analysis. The best forecast of producer price inflation is obtained by
employing the factor model. The best forecast of consumer price inflation (according harmonised index of
consumer prices) is made by employing the random walk model, but the factor model is better as the first
order autoregression model at short-term forecast horizon. Price data best describes consumer inflation for
Lithuania and a single factor is needed to produce maximum accuracy of the model.

Keywords: factor analysis, inflation, principal component method.


