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Įvadas

Įvairiose žmogaus veiklos srityse nuolat susi-
duriama su daugiamačiais duomenimis. Tikriausiai 
nerastume tokios veiklos, kurioje apsieinama be dau-
giamačių duomenų. Vykstant techniniam progresui, 
tokių duomenų kiekis labai greitai didėja [1].

Medicinoje, technikoje ir kitose srityse tenka 
analizuoti daugiamačius duomenis. Šių duomenų ap-
imtys vis didėja. Jiems nagrinėti ir kaupti pasitelkia-
ma naujausia techninė ir programinė įranga.

Kaip jau minėta, duomenų apimtys auga di-
džiuliu greičiu, todėl tenka spręsti tam tikrus uždavi-
nius, t. y. kaip tuos duomenis suprasti, komentuoti ir 
gauti reikiamą informaciją atsisakant nereikšmingų 
faktų. Dažniausiai kyla poreikis nuosekliau suvokti 
tokių duomenų sandarą: panašių objektų grupes (klas-
terius) ir ryškiai išsiskiriančius objektus (taškus atsi-
skyrėlius), objektų panašumą arba skirtingumą. Dau-
giamačius duomenis sunku suprasti, nes jie apibrėžia 
sudėtingą reiškinį ar objektą, turintį daug parametrų 
(rodiklių, ypatybių). Šie parametrai būna ne tik skaiti-
niai, bet ir loginiai, tekstiniai ar kitokie [2].

Kuo didesnės dimensijos duomenys yra, tuo 
sunkiau juos suvokti. Daugiamačiai duomenys patei-
kiami tokia forma, kad tyrėjui būtų lengviau suprasti 
duomenų sandarą, susidariusias grupes, tarpusavio 
ryšius ir pan. Toks duomenų pateikimo būdas galėtų 
būti vizualizavimas. Vizualizavimas – tai grafinis dau-
giamačių duomenų vaizdavimas. Grafinius duomenis 
žmogui lengviau suvokti. Daugiamačių duomenų vi-
zualizavimas leidžia tirti ir atvaizduoti informaciją 
žmogui suprantamesne forma. Tyrėjas pats gali ma-
tyti duomenų grupavimosi tendencijas, nustatyti dau-
giamatės erdvės taškų tarpusavio artimumą ir priimti 
atitinkamus sprendimus.

Daugiamatės skalės

Įvairiuose moksluose paprastai sukaupiami di-
deli duomenų kiekiai. Žinoma daug įvairių metodų 
informacijai iš duomenų išgauti. Paprastai derinama 
statistinė analizė su tyrėjų patirtimi šiai užduočiai at-
likti. Žmogaus euristiniai gebėjimai yra tinkami tada, 
kai matmenų skaičius neviršija trijų. Daugiamatės 
skalės leidžia duomenis, esančius didesnėje erdvėje, 
atvaizduoti į mažesnę erdvę. Daugiamatės skalės yra 
įtempimo funkcijos optimizavimas. Kadangi optimi-

zavimo uždavinys yra multimodalus, turi būti taikomi 
globaliojo optimizavimo metodai.

Pradiniai daugiamačių skalių metodo duome-
nys yra kvadratinė simetrinė matrica, kurios elemen-
tai nusako analizuojamų objektų panašumą (skirtin-
gumą). Paprasčiausiu atveju tai Euklido atstumų tarp 
objektų matrica. Tačiau bendruoju atveju tai nebūtinai 
turi būti atstumai griežtai matematine prasme [3].

Tarkime, kad kiekvieną n-matį vektorių Xi ∈ Rn, 
i ∈ {1,...,m} atitinka mažesnio skaičiaus matmenų 
vektorius Yi ∈ Rd, d < n. Atstumą tarp vektorių Xi ir 
Xj, vadinamą skirtingumu, pažymėkime δij, o atstumą 
tarp vektorių Yi ir Yj – d(Yi, Yj), i,j = 1,..., m. Atstumai 
tarp vektorių dažnai būna Minkovskio atstumai tarp 
taškų Yi ir Yj:

𝑑𝑑! 𝑌𝑌!, 𝑌𝑌! =  ( |𝑌𝑌!" − 𝑌𝑌!"|!
!
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Kai p  = 2, tada turime Euklido atstumus, o kai 
p = 1 – miesto kvartalo atstumus. Dėl matematinio 
patogumo atliekant įvairias procedūras dažniau nau-
dojamas Euklido atstumas [4].

Naudojantis DS algoritmu bandoma atstumus 
d(Yi, Yj) priartinti prie skirtingumų δij. Jei naudojama 
kvadratinė paklaidos funkcija, EDS gali būti užrašyta 
taip [5]:

𝐸𝐸!" =  𝑤𝑤!"
!!!

(𝑑𝑑 𝑌𝑌!, 𝑌𝑌! − 𝛿𝛿!")!.	

Paklaidos funkcija dar vadinama Stress (įtem-
pimo) funkcija [6]. Tai yra santykinė paklaida, kurios 
formulė pateikiama žemiau:

𝐸𝐸!"#$%% =  
𝑤𝑤!"(𝑑𝑑 𝑌𝑌!, 𝑌𝑌! − 𝛿𝛿!")!!!!

𝑤𝑤!"!!! 𝛿𝛿!"!
	.

Genetiniai algoritmai

Genetiniai algoritmai mėgdžioja gyvąją gam-
tą [7]. Čia svarbiausia dalis yra kryžminimas. Tačiau 
algoritmo darbas pradedamas nuo inicializacijos, kai 
sukuriamas atsitiktinis individų sąrašas, kur kiekvie-
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nas sąrašo elementas reiškia tam tikrą individą arba 
uždavinio sprendinį. Dažniausiai pradinė populiacija 
sudaroma iš šimtų ar tūkstančių atsitiktinių individų, 
kurių prisitaikymas yra prastas.

Vėliau sugeneruota populiacija įvertinama pa-
gal kiekvieno nario prisitaikymą. Individo prisitaiky-
mą galima skaičiuoti įvairiai. Tarkime, kad duotasis 
individas koduoja lygties sprendinį. Vadinasi, kuo in-
divido pateiktas sprendinys artimesnis lygties spren-
diniui, tuo didesnė jo prisitaikymo reikšmė, ir atvirkš-
čiai.

Daugiamačių skalių atveju genais laikome 
objektus vaizduojančius taškus. Kryžminant dalis taš-
kų paimama iš vieno ir dalis iš kito individo [8].

Mutacijos metu atsitiktinai pakeičiama viena ar 
daugiau geno komponenčių ir gaunama nauja indivi-
do savybė [9]. Galima geno komponentes vaizduoti 
nulių ir vienetų sekomis. Tada mutacijos atveju nulis 
keičiamas vienetu, o vienetas – nuliu [10].

Daugiamačių skalių algoritmas šiame darbe at-
liktas jungiant jį su genetiniu algoritmu. Tokio algorit
mo pseudokodas būtų toks:
1: 	 Atsitiktinai generuoti individų populiaciją.
2: 	 Apskaičiuoti kiekvieno individo mažiausiųjų kva-

dratų įtempimo funkciją.
3: 	 for o kartų do.
4: 	 for populiacijos dydžiui (l) do.
5: 	 Atsitiktinai pasirinkti du populiacijos individus.
6: 	 Kryžminti šiuos du individus (tėvus) atsitiktinai 

paimant genų iš kiekvienos tėvų chromosomos ir 
sukeičiant tuos genus tam tikroje chromosomos 
vietoje.

7: 	 Su tam tikra mutacijos tikimybe atlikti naujai 
gauto palikuonio mutacijas.

9: 	 if naujasis palikuonis turi geresnę prisitaikymo 
funkcijos reikšmę nei populiacijos individas su 
prasčiausia prisitaikymo funkcijos reikšme; tada 
pakeičiame pastarąjį individą.

10: 	end do.
11:	 end do.

Eksperimentinis tyrimas

Čia tiriame dvi duomenų aibes (gaiviųjų gėri-
mų ir farmakologinių duomenų) [1]. Pirmoji duome-
nų aibė naudojama analizuojant eksperimentą, kuris 
buvo atliktas su 38 studentais. Studentai ragavo 10 
skirtingų gaiviųjų gėrimų ir turėjo pasakyti, kaip ski-
riasi kiekvienos gaiviųjų gėrimų poros skonis skalėje 
nuo 1 iki 9. 1 reiškia, kad gaivieji gėrimai yra labai 
panašūs, o 9 reiškia, kad tos gaiviųjų gėrimų poros 
skoniai yra visiškai skirtingi. Daugiamačių duomenų 
aibė susideda iš gaiviųjų gėrimų skirtingumų sumų.

Antroji duomenų aibė rodo, kaip stipriai ligan-
dai jungiasi prie baltymų. Ligandai yra mažos mole-
kulės, kurios jungiasi prie baltymų ir veikia kaip na-
tūralūs neurotransmiteriai ar vaistai, aktyvuodami ir 
blokuodami baltymus.

Daugiamačių skalių algoritmas užrašytas Java 
programavimo kalba. Santykinės paklaidos minimi-
zavimas atliktas taikant genetinį algoritmą daugiama-
tėms skalėms. Algoritmo darbas sustabdytas po 1 000 
kartų. Populiacija susideda iš 100 individų. Eksperi-
mentas su kiekviena duomenų aibe pakartotas 30 kar-
tų. Buvo sukurta 30 vaizdų. Tada atrinkta po du vaiz-
dus kiekvienos duomenų aibės rezultatams analizuoti. 
Vaizdai parinkti taip, kad galėtume stebėti tam tikras 
duomenų aibių savybes. Pirmojo vaizdo duomenų 
aibė turi mažiausią santykinę paklaidą, o antrojo vaiz-
do duomenų aibės santykinės paklaidos reikšmė yra 
didesnė.

Pirmajame paveiksle matome du vaizdus, ati-
tinkančius eksperimentą su gaiviaisiais gėrimais. Po 
kiekvienu vaizdu pateikiama santykinės paklaidos 
reikšmė.

	 a) santykinė paklaida yra lygi 0,201952
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	 b) santykinė paklaida yra lygi 0,203886

1 pav. Dviejų grupių gaiviųjų gėrimų vaizdas

Iš dešimt skirtingų gaiviųjų gėrimų vaizdų ma-
tome, kad kai kurie gaivieji gėrimai sudaro klasterius. 
Diet 7-Up, Diet Slice, 7-Up ir Slice sudaro vieną klas-
terį, kitas klasteris susidaro iš Pepsi, Coke ir Classic 
Coke. Kartais galime nubrėžti liniją tarp dietinių gėri-
mų ir nedietinių gėrimų (žr. 1 pav. b). Santykinės pa-
klaidos reikšmė (žr. 1 pav. a) yra mažesnė nei santy-
kinės paklaidos reikšmė (žr. 1 pav. b), tačiau dietiniai 
gėrimai yra atskiriami linija nuo nedietinių gėrimų 
(žr. 1 pav. b) nepaisant to, kad šio vaizdo duomenų 
aibės santykinės paklaidos reikšmė yra didesnė.

Du vaizdai atitinka eksperimentą su farmako-
loginiais duomenimis (žr. 2 pav.). Po kiekvienu vaiz-
du pateikiama santykinės paklaidos reikšmė [11, 12]. 
Čia atvaizduoti ligandai, pritaikius genetinį algoritmą 
daugiamatėms skalėms. Kaip buvo minėta anksčiau, 
ligandai yra mažos molekulės, kurios jungiasi prie bal-
tymų ir keičia jų funkcijas aktyvuodamos ar blokuo-
damos juos. Paveiksluose (žr. 2 pav. a–b) aktyvuojan-
tys ligandai vaizduojami ‘+’, o blokuojantys ligandai 
vaizduojami ‘x’. Paveiksle (žr. 2 pav. b) aktyvuojan-
čius ligandus galima atskirti linija nuo blokuojančių 
ligandų. Santykinės paklaidos reikšmė paveiksle (žr. 
2 pav. a) yra mažesnė nei paveiksle (žr. 2 pav. b), ta-
čiau aktyvuojantys ligandai nuo blokuojančių ligandų 
yra atskiriami linija (žr. 2 pav. b) nepaisant to, kad 
šio vaizdo duomenų aibės santykinė paklaida yra di-
desnė. Toks pat rezultatas buvo pastebėtas ir aptartas 
analizuojant gaiviųjų gėrimų aibės vaizdus.

Su farmakologinių ir gaiviųjų gėrimų duome-
nimis atlikta ir kitų eksperimentų. Pavyzdžiui, duo-
menys tirti dirbtiniais neuroniniais tinklais ir stebėta, 
kaip susidaro duomenų klasteriai. Mokslinėje literatū-
roje siūloma jungti pagrindinių komponenčių ir evo-
liucinį metodus. Šiuo nauju metodu gauti duomenys 
atvaizduoti grafiškai ir gauti tam tikri vaizdai, gana 
panašūs į straipsnio autorės gautus vaizdus. Analizuo-
jami ir stiklų bei gaiviųjų gėrimų duomenys, taikant 
dirbtinį neuroninį tinklą, sujungtą su genetiniu algo-
ritmu. Neuroninis tinklas lengvai „įstringa“ lokalia-
jame minimume, todėl, sujungus dirbtinį neuroninį 
tinklą su genetiniu algoritmu, naujai gauto hibridinio 
algoritmo efektyvumas yra didesnis nei minėtų dviejų 
algoritmų atskirai. Mokslininkai yra aprašę hibridinį 
neuroninį-genetinį algoritmą, kuris net su 94,44 proc. 
tikimybe suformuoja aiškius duomenų klasterius.

Mokslininkai yra taikę ir daugiau algoritmų, 
norėdami atvaizduoti farmakologinius ir gaiviųjų gė-
rimų duomenis. Straipsnio autorės algoritmas pateikia 
vaizdus su duomenų klasteriais. Šis metodas nuo kitų 
literatūroje aprašytų metodų skiriasi tuo, kad tiria ne 
tik optimalių sprendinių vaizdus, bet ir neoptimalių 
sprendinių vaizdus. Šiuo darbu siekta parodyti, kad ne 
tik optimalių sprendinių vaizdai gali duoti reikšmin-
gų rezultatų. Reikšmingais rezultatais laikome tokius 
vaizdus, kuriuose galime stebėti aiškias atskiras duo-
menų grupes (klasterius).
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a) santykinė paklaida yra lygi 0,100078

	
b) santykinė paklaida yra lygi 0,240342

2 pav. Dviejų ligandų grupių vaizdai

Išvados

1.	 Genetiniu algoritmu daugiamatėms skalėms gau-
ti vaizdai gali duoti gerų rezultatų net ir tada, 
kai nėra globaliojo optimumo. Verta atvaizduoti 
keletą vaizdų ir parinkti iš jų geriausią. Geriausias 
vaizdas gali atitikti lokalųjį optimumą. Nepaisant 
to, šio vaizdo nederėtų atmesti kaip nereikšmingo.

2.	 Euristinius algoritmus, iš kurių straipsnyje nagri-
nėjami genetiniai algoritmai, galima taikyti dau-
giamatėms skalėms sprendžiant globaliojo opti-
mizavimo uždavinius.
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Summary

EVOLUTIONARY APPROACH TO OPTIMIZATION

A. Dzidolikaitė

Large amounts of data are used in many science fields. Such data are often visualised to better understand them. There 
are many multidimensional data visualization methods. One of the best known methods among them is multidimensional 
scaling. Using this method high dimensional data are visualized into a two or three dimensional space. It is showed in the 
paper that multidimensional scaling can be used with genetic algorithm to solve optimization problems.

Keywords: multidimensional scaling, evolutionary algorithms, optimization.

Santrauka

EVOLIUCINIS POŽIŪRIS OPTIMIZAVIMO PROCESE

A. Dzidolikaitė

Daugelyje mokslo šakų naudojami dideli duomenų kiekiai. Kad tokie duomenys būtų geriau suprantami, jie dažnai 
yra vizualizuojami. Egzistuoja daugybė daugiamačių duomenų vizualizavimo metodų. Daugiamatės skalės yra vienas iš 
žinomiausių metodų. Taikant daugiamates skales, didesnių matmenų duomenys atvaizduojami į dviejų ar trijų matmenų 
erdvę. Šiame straipsnyje parodyta, kad daugiamatės skalės gali būti naudojamos kartu su genetiniu algoritmu optimizavimo 
uždaviniams spręsti.

Prasminiai žodžiai: daugiamatės skalės, evoliuciniai algoritmai, optimizavimas.
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